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Abstract

Diese Arbeit analysiert die Einsatzfahigkeit von Large Language Models (LLMs) wie Google Ge-
mini und Microsoft Copilot bei der Bearbeitung komplexer Controlling-Fallstudien. Praxisnahe
Themen wie Kapitalflussrechnung, Selbstkostenberechnung und Eigen- vs. Fremdfertigung werden
in Deutsch und Englisch anhand von fiinf Kriterien (Korrektheit, Vollstandigkeit, Plausibilitdt, An-
wendbarkeit, Verstindlichkeit) gepriift und von und ChatGPT ein zweites Mal gepriift. Die Ergeb-
nisse zeigen, dass LLMs im ersten Schritt strukturierte und plausible Losungen liefern, jedoch ihre
Leistung in der Selbsteinschitzung stark iiberbewerten. Signifikanztests bestétigen, dass die Selbst-
einschdtzungen deutlich positiver ausfallen als die Bewertungen durch eine neutrale Kiinstliche
Intelligenz (KI) und den Vergleich mit Musterlosungen. Entgegen der Erwartung kénnen die LLMs
englischsprachige Aufgaben nicht besser 16sen als deutschsprachige. Auch dieser Zusammenhang
erweist sich als statistisch signifikant. Die Ergebnisse verdeutlichen, dass menschliche Expertise
und Kontrolle fiir strategische Entscheidungen weiterhin unerldsslich sind, wihrend LLMs derzeit

vor allem als Unterstiitzungstools geeignet sind.



Inhaltsverzeichnis

INhaltsVETrZEICHINIS ... e e e I
TabellenVerZEIChNIS ........eveiiiiiiiicee e e I
AbDIldUNGSVETZEICHNIS .......evviiiiiiiiiieiieiieiiiee e ee e e e e e e e et a e eeeeeeeeeas I
Lo BINICIIUNG «oeeiiiiiiiiiiieeeee et e e e e et e e e e e e e e e e e s nassnaeeeaeeeas -1-
2. Literaturlberblick.........ccooiiiiiiiiiii e -1-
3 MEthOAIK ..o -3-
3.1 Auswahl der LLIMS coooouiiiiiiiiiiiiiicc e -3-
3.2 Auswabhl der Fallstudien und Bewertungskriterien..............ococciiiiiiiiieenennnnn. -4 -
3.3 Vorgehen der AUSWETtUNG..........uuuiiiiiiiiieeeieiiiiiie e et eee e e e e -5-
3.4 SIgNIIKANZIESES.....uviiiiiiiiieee et e e e e e e e e -6-
T B ¥ <] 0111 0 SRS -8-
4.1  Selbsteinschitzung durch Kl .............oooiiiiiiiiiiiiiiiirrreese e -8-
4.2 Vergleich der Ergebnisse zwischen deutschen und englischen Cases ........... -10 -
4.3 Vergleich von Gemini und CoPilot............ccceiiviiiiiiiiiiiiiiiiiieeee e, -11 -
S SCRIUSS . e e e e -12 -
LiteraturverZ@IChNIS .....ooiiiie et v

Tabellenverzeichnis

Tabelle 1: Auswertung der Tests nach Schritten.............ccccevviiiiiiiiiiiiiiiiiiiieeeeee. -9-
Tabelle 2: Auswertung Sprachvergleich ... -10 -
Tabelle 3: Auswertung LLM-Vergleich...........ccooviiiiiiiniiiiiecceee -12 -

Abbildungsverzeichnis

Abbildung 1: Selbsteinschitzung durch Kl.............coooiiiiiiiiiiiiii -8-



1. Einleitung

Die fortschreitende Digitalisierung verdndert nahezu alle Bereiche der Unternehmensfiih-
rung. Besonders im Controlling er6ffnen digitale Technologien neue Moglichkeiten, Pro-
zesse effizienter zu gestalten und die Qualitit von Entscheidungen zu verbessern. Kiinst-
liche Intelligenz nimmt dabei eine zentrale Rolle ein, da sie in der Lage ist, schnell grofle

Datenmengen zu analysieren, Muster zu erkennen und Prognosen zu erstellen.

Rammer (2024) zeigt, dass KI derzeit vor allem in den Bereichen Produktion und Logistik
sowie Vertrieb und Marketing eingesetzt wird. Auch in der Medizin wird KI bereits ein-
gesetzt, um beispielsweise Bilddaten auszuwerten und so Diagnosen sowie die Behand-
lungsplanung zu unterstiitzen (Kepp et al., 2025). Im Gegensatz dazu befindet sich der
Einsatz kiinstlicher Intelligenz im Controlling noch in einem frithen Stadium. Unterneh-
men stehen vor der Herausforderung, die Potenziale von KI sinnvoll in bestehende Struk-
turen zu integrieren und gleichzeitig Unsicherheiten hinsichtlich Zuverlédssigkeit und or-

ganisatorischer Auswirkungen zu beriicksichtigen.

Die zentrale Forschungsfrage dieser Arbeit lautet: Inwieweit konnen aktuelle KI-Modelle
zur Losung von Controlling-Aufgaben eingesetzt werden? Ziel ist es, empirisch zu unter-
suchen, ob und in welchem Umfang Large Language Models (LLMs) praxisnahe Con-
trolling-Fallstudien in deutscher und englischer Sprache bearbeiten konnen und ob dabei
Unterschiede in der Losungsqualitit erkennbar sind. Neben der Analyse der Korrektheit
der Ergebnisse steht insbesondere der Vergleich der Losungsqualitidt zwischen den Spra-
chen Englisch und Deutsch im Vordergrund.

Die weitere Arbeit ist folgendermaBen aufgebaut. Kapitel 2 gibt einen Uberblick iiber die
aktuelle Literatur, Kapitel 3 erklért die Methodik der empirischen Auswertung, Kapitel 4
zeigt und diskutiert die Ergebnisse und Kapitel 5 fasst zusammen und gibt einen Ausblick.

2. Literaturiberblick

Kiinstliche Intelligenz z&hlt zu den bedeutendsten Technologien der digitalen Transfor-
mation und beeinflusst zunehmend auch das Controlling. Sie ermdglicht in diesem Be-
reich beispielsweise die automatisierte Verarbeitung grofler Datenmengen, prizisere
Prognosen und schnellere Entscheidungsprozesse (Friedl, 2019). Eine Zentrale Frage der
Forschung ist derzeit, ob KI eigenstéindig Aufgaben iibernehmen kann oder vor allem als
unterstiitzendes Werkzeug dient (Abbas, 2025).



Der Einsatz von kiinstlicher Intelligenz im Controlling befindet sich derzeit noch in einer
friihen Entwicklungsphase. In anderen Bereichen ist das Potenzial von KI bereits deutlich
sichtbarer. Das gilt sowohl fiir die Forschung als auch fiir den Praxiseinsatz. So wird sie
etwa in der Finanzanalyse eingesetzt, um Muster in gro3en Datenmengen zu erkennen
und Cashflows vorherzusagen (Kureljusic & Karger, 2024). Theoretische Ansitze, wie
das Fuzzy Logic Modell (Logik, die zwischen wahr und falsch differenzieren kann), ver-
deutlichen zudem, wie KI dabei helfen kann, interne Kontrollsysteme zu bewerten und

Verbesserungspotenziale aufzuzeigen (Ling, 2015).

Die Forschung im Bereich Controlling beschrinkt sich aktuell im Wesentlichen auf Lite-
raturarbeiten. Abbas (2025) gibt mit insgesamt 91 Studien einen umfassenden Uberblick
iber den aktuellen Forschungsstand und zeigt, dass KI-Technologien Prozesse und Rol-
len im Management Accounting grundlegend veréndern, jedoch organisatorische Anpas-
sungen und neue Rollenbilder erforderlich machen. Dariiber hinaus zeigt der Autor zent-
rale Themenfelder auf, die als Ausgangspunkt fiir zukiinftige Forschungsarbeiten dienen
konnen. In diesem Zusammenhang zeigen beispielsweise Emetaram und Uchime (2021),
dass KI und RPA (Robotic Process Automation) vor allem regelbasierte, wiederkehrende
Aufgaben effizienter gestalten, wéhrend Controller zunehmend analytische und {iberwa-
chende Aufgaben iibernehmen. Liang (2025) betont die Chancen von Big Data, KI und
Echtzeitanalysen flir Transparenz und Effizienzsteigerung in der Kostenrechnung.
Gleichzeitig weisen Arkhipova et al. (2024) aufneue Spannungsfelder hin, etwa zwischen
menschlich getroffenen und algorithmisch erzeugten Entscheidungen. Insgesamt zeigen
die bisherigen Forschungsergebnisse, dass KI derzeit vor allem zur Automatisierung stan-
dardisierter Prozesse wie Datenaufbereitung, Reporting oder Anomalieerkennung einge-
setzt wird (Aleksandrova et al., 2023).

Empirische Arbeiten sind dagegen im Bereich Controlling bislang nahezu nicht vorhan-
den. In angrenzenden Bereichen, wie etwa dem Accounting, liegt jedoch bereits eine Viel-
zahl von empirischen Arbeiten vor. So zeigen etwa Street und Wilck (2023), dass
ChatGPT einfache Buchhaltungsaufgaben zuverléssig 19st, bei komplexen Aufgaben je-
doch fehleranfillig ist. Fotoh und Mugwira (2025) kommen zu einem dhnlichen Ergebnis:
LLMs konnen Routineaufgaben im Audit wie das Erstellen von Arbeitspapieren unter-
stlitzen, komplexe Titigkeiten bendtigen aber weiterhin menschliche Expertise. Diese
Einschétzung wird auch von Hacker (2023) geteilt, der aufzeigt, dass ChatGPT in der
Finanzberichterstattung eine Vielzahl von Routineprozessen automatisieren kann, etwa
durch Textgenerierung und Datenanalyse. Komplexe Bewertungen und Priifungen wer-
den jedoch weiterhin menschliche Kontrolle und Interpretation erfordern. Auch Kenney
(2023) betont, dass ChatGPT zwar bereits im Finanz- und Rechnungswesen eingesetzt
wird, gleichzeitig aber Risiken wie fehlerhafte Ausgaben und ungenaue Ergebnisse be-

achtet werden miissen. Erginzend weisen Kim, Muhn und Nikolaev (2024) nach, dass
-2



LLMs plausible Analysen auf Analystenniveau erstellen konnen, jedoch bei spezifischer
Fachregeln — etwa der Anwendung von Rechnungslegungsvorschriften (GAAP/IFRS)
und bilanziellen Kennzahlenlogiken — noch deutliche Schwéchen aufweisen. Ein Praxis-
beispiel aus der Liquidititsplanung der Meridian Adhesives Group, verdeutlicht das Po-
tenzial von KI indem sie historische Daten automatisch klassifizierte und wochentliche
Cashflow-Prognosen erstellte (Donato & Mannering, 2024). Gleichzeitig wird in der Li-
teratur hervorgehoben, dass bestehende Studien oft technikzentriert sind und organisato-
rische Aspekte wie Integration, Erklarbarkeit (Explainable Al) und Akzeptanz zu wenig
beriicksichtigen (Kureljusic & Karger, 2024).

Eine der ersten Studien, die praxisnahe Controllingaufgaben mithilfe von KI behandelt,
stammt von Markl et al. (2026). Die Autoren zeigen darin, dass die von der KI erzeugten
Ergebnisse eine tendenziell iibersteigerte Selbstwahrnehmung aufweisen. Insgesamt ist
das Themenfeld ,,Controlling und KI* in der wissenschaftlichen Forschung jedoch bis-

lang nur unzureichend reprasentiert. Hier soll diese Arbeit ansetzen.

3 Methodik

Ziel der Untersuchung ist es, den Einsatz von Kiinstlicher Intelligenz bei der Bearbeitung
komplexer Controlling-Fallstudien zu analysieren und zu bewerten. Dabei wird insbeson-
dere untersucht, ob KI-Systeme in der Lage sind, eigenstindig valide Losungen zu erar-
beiten und ihre Ergebnisse realistisch einzuschitzen. Fiir die Analyse werden drei aktuelle
und verbreitete Large Language Models und drei anspruchsvolle Controlling-Fallstudien
aus einer umfangreichen Fallstudie verwendet, die jeweils in Deutsch und Englisch ge-

testet werden, um mdgliche sprachbedingte Leistungsunterschiede zu identifizieren.

3.1 Auswahl der LLMs

Zur Untersuchung der Einsatzfahigkeit kiinstlicher Intelligenz in der Bearbeitung kom-
plexer Controlling-Fallstudien wurden drei etablierte Large Language Models ausge-
wihlt: Google Gemini, Microsoft Copilot und ChatGPT. Diese Selektion basiert auf Kri-
terien wie Marktdurchdringung, praktischer Relevanz und evidenzbasierten Erkenntnis-
sen aus der Fachliteratur zur Leistungsfihigkeit in diversen Kontexten (siche etwa de
Carvalho Souza & Weigang, 2025; Semeraro et al., 2024; Salman et al., 2025). Die Aus-
wahl ermdglicht eine nuancierte Evaluierung der Modelle hinsichtlich Problemlosungs-
kompetenz und Hypotheseniiberpriifung in Ergdnzung zu den Modellen von Markl et al.
(2026).



3.2 Auswahl der Fallstudien und Bewertungskriterien

Fiir die Analyse wird eine umfangreiche Controlling-Fallstudie von Weber et al. (2016)
ausgewdhlt, die realistische und praxisrelevante Aufgabenstellungen enthdlt. Aus der
Fallstudie zur Firma x-presso AG werden drei Aufgaben verwendet, die moglichst typi-
sche Controlling-Szenarien abbilden. Die Cases umfassen dabei die Berechnung einer
Kapitalflussrechnung, die Ermittlung von Selbstkosten, sowie eine Analyse der Sinnhaf-

tigkeit von Eigen- oder Fremdfertigung.

Die ausgewihlten Aufgaben sind so gewdhlt, dass die verwendeten Kls die relevanten
Werte und Betrdge nicht vorgegeben bekommen, sondern sie eigenstindig aus einem
komplexen Dokument herauslesen miissen. Die gesamte Controlling-Fallstudie hat dabei
eine Lange von 39 Seiten. Dabei wird die Firma und der Konzern zuerst allgemein Vor-
gestellt. Dies erhohte den Schwierigkeitsgrad erheblich und stellt sicher, dass nicht nur
Rechenfdhigkeiten, sondern auch Kontextbezug und Verstindnis von Tabellen (z.B. Bi-
lanzen und Kostenaufstellungen) und Grafiken (z.B. Darstellungen von Produktionspro-
zessen oder Produktportfolios) der KIs getestet werden. Um die Qualitit der Losungen in
verschiedenen Sprachen vergleichen zu konnen, werden gezielt Aufgaben ausgewdéhlt,
die in beiden Sprachen inklusive Musterlosungen (notwendig fiir Backtesting) vorliegen.

Die Auswertung der Losungen erfolgt anschlieBend anhand von fiinf Kriterien, die sich
an Markl et al. (2026) orientieren:

e Korrektheit: fachlich richtige Losung der Aufgabe

e Vollstindigkeit: Abdeckung aller wesentlichen Inhalte und Teilaufgaben

e Plausibilitét: logische Nachvollziehbarkeit der Argumentation und Ergebnisse

e Anwendbarkeit: Eignung der Losung flir den praktischen Einsatz im Unterneh-
men

e Verstindlichkeit: klare und strukturierte Darstellung der Losung

Alle Kriterien werden auf einer Skala von 1 bis 10 bewertet (fiir die Bewertungsmethodik
siche 3.3.), wobei 1 fiir eine unzureichende Erfiillung der Aufgabe und 10 fiir eine per-
fekte Erfiillung steht. Die Auswertung kombiniert quantitative Analysen (Mittelwerte,
Standardabweichungen) mit qualitativen Elementen (Analyse von Begriindungen und
Fehlermustern in Stichproben).



3.3 Vorgehen der Auswertung

Um die empirische Fragestellung in Bezug auf den eigenstindigen und validen Einsatz
von KI bei der Bearbeitung komplexer Controlling-Aufgaben systematisch zu adressie-
ren, werden drei zentrale Hypothesen formuliert, die als Leitfiden fiir die empirische

Uberpriifung dienen:

e HI: Kiinstliche Intelligenzen sind in einer Selbsteinschiatzung in der Lage, Con-
trolling-Fallstudien erfolgreich zu 16sen, das heif}t sie erzielen durchschnittlich
signifikant hohe Bewertungen (> 9 von 10 Punkten) in den relevanten Untersu-

chungskriterien, was auf eine gute fachliche Kompetenz hindeutet.

e H2: Die durchschnittlichen Gesamtbewertungen unterscheiden sich signifikant
zwischen den Schritten (siche nachfolgend in 3.3.), wobei die Bewertungen in
Schritt 1 signifikant hoher sind als im Vergleich zur Bewertung der neutralen KI
und im Backtesting mit einer Musterlosung — was auf eine mangelnde Bestitigung
(d. h. Uberbewertung in der Selbsteinschitzung) hinweist.

e H3: Die durchschnittliche Gesamtbewertung bei der Losung in der Sprache Eng-
lisch ist hoher als fiir deutsche Aufgaben (iiber alle Schritte und KIs hinweg).

Diese Hypothesen leiten sich aus der Literatur ab: H1 und H2 basieren auf Studien zur
Prognosefidhigkeit von LLMs (vgl. z.B. Losbichler und Lehner (2021) und Kokina et al.,
(2025)) und beriicksichtigen die bekannten Grenzen von KI-Systemen in komplexen An-
wendungsbereichen. Insbesondere Losbichler und Lehner (2021) betonen, dass KI-Mo-
delle in unsicheren und vielschichtigen Umfeldern an ihre Grenzen stof3en. H3 basiert auf
der Annahme, dass moderne LLMs iiberwiegend auf einer englischsprachigen Trainings-
basis beruhen, die zu einer besseren Leistung in der Lingua franca der KI-Entwicklung
fiihren konnte (Brown et al., 2020).

Das Vorgehen gliedert sich in drei aufeinander aufbauende Schritte, die eine schrittweise
Validierung der Losungen und eine Bewertung der Selbstreflexionsfahigkeit der LLMs
ermdglichen. Diese Schritte orientieren sich an Markl et al. (2026). Jeder Schritt wird pro
Kombination (Aufgabe, LLM, Sprache) zehnmal wiederholt, um eine verldssliche Daten-

grundlage zu schaffen, die Variabilitdt zu minimieren und robuste Ergebnisse zu erzielen.



Schritt 1: Erstellung der Losung durch KI und Selbstbewertung. In diesem initialen
Schritt erhalten Gemini und Copilot die vollstindige 39-seitige Fallstudie (inkl. Tabellen
und Kontextdaten) als Input, ohne vorgegebene Zahlen oder Hilfestellungen. Die LLMs
werden angewiesen, die Aufgabe eigenstindig zu 16sen, eine strukturierte Lésung zu for-
mulieren und diese anschlieBend selbst anhand der fiinf Kriterien zu bewerten. Dieser
Ansatz testet primédr die Problemldsungsfahigkeit (H1) und die Fahigkeit zur metakogni-
tiven Einschitzung. Die Selbstbewertung dient als Basis, um potenzielle Uberschétzun-

gen zu identifizieren, wie sie in der Literatur beschrieben werden (Li et al., 2024).

Schritt 2: Bewertung der Losung durch eine neutrale KI. ChatGPT wird als unabhén-
gige Instanz eingesetzt. Es erhilt die Originalaufgabe sowie die Losungen aus Schritt 1
(separat fiir Gemini und Copilot) und bewertet diese objektiv nach denselben Kriterien.
Dieser Schritt kontrastiert die Selbstbewertung mit einer externen Perspektive und priift,
ob Abweichungen systematisch auftreten. Gleichzeitig ermdglicht er einen ersten Test

von H3, indem Sprachunterschiede in den Bewertungswerten verglichen werden.

Schritt 3: Bewertung mit Musterlosung als Referenz. ChatGPT bewertet die Losungen
aus Schritt 1 erneut, nun ergénzt um die fachlich validierte Musterlosung von Weber et
al. (2016). Dieser Backtesting-Ansatz simuliert einen realen Controlling-Kontext, in dem
Referenzdaten verfiigbar sind, und erlaubt eine prizise Kalibrierung der Bewertungen. Er
testet H1 und H2 durch einen Vergleich mit der Musterlosung. Die Integration der Mus-
terlosung adressiert potenzielle Bias in der neutralen Bewertung und quantifiziert die Ab-

héngigkeit von externer Validierung.

Die Gesamtauswertung erfolgt in zwei Ebenen: Quantitativ wird ein Signifikanztest
durchgefiihrt, um die Hypothesen zu priifen. Qualitativ werden ausgewdihlte Losungen
(z.B. bei Extremwerten) thematisch analysiert, um Einflussfaktoren wie Kontextverstand-
nis oder sprachliche Nuancen zu beleuchten. Diese Methodik gewihrleistet eine robuste
Uberpriifung der Hypothese und das Verfahren liefert damit wichtige Informationen fiir
den praktischen Einsatz von KI im Controlling, insbesondere in Hinblick auf eine reine

Unterstiitzungsfunktionen oder tatsdchlicher Entscheidungsqualitit.
3.4 Signifikanztests

Zur Uberpriifung der formulierten Hypothesen (H1, H2 und H3) werden statistische Sig-
nifikanztests durchgefiihrt. Diese sollen priifen, ob die beobachteten Mittelwertsunter-

schiede zufilligen Schwankungen oder systematischen Effekten zuzuschreiben sind.

Es wird der Student’s t-Test durchgefiihrt (Student, 1908).



Einstichproben-t-Test fiir H1

Hypothese H1 postuliert, dass die durchschnittliche Gesamtbewertung in der Selbstein-
schitzung (Schritt 1: ,,Selbsttest™) iiber 9 Punkten liegt. Hierzu wird ein einseitiger Ein-
stichproben-t-Test durchgefiihrt, der den Stichprobenmittelwert gegen einen festen Hy-
pothesenwert (po = 9) testet.

Die Formel fuir die T-Statistik lautet:
_ X~ Ho
I (D
Vn

wobei x der Stichprobenmittelwert, pu, der Hypothesenwert (hier 9), s die Standardab-
weichung der Stichprobe und n die Stichprobengrof3e ist. Die Freiheitsgrade (df ) erge-

ben sich aus
df =n—-1. (2)

Paarweise Zweistichproben-t-Tests fiir H2 und H3

Fiir H2, die eine mangelnde Bestitigung der Losungen im ersten Schritt durch eine dritte
KIund im Vergleich zu einer Musterlésung annimmt und fiir H3, die Unterschiede in der
Sprache erwartet, werden einseitige Zweistichproben-t-Tests fiir unabhéngige Stichpro-
ben durchgefiihrt (Field, 2024). Diese priifen, ob die Mittelwerte in Schritt 1 signifikant
hoher sind als in Schritt 2 (,,Test durch Dritte KI) bzw. Schritt 3 (,,Backtesting mit Mus-
terlosung*).

Die Formel fur die t-Statistik lautet:

t = X1—X2
I%,5% (3)
ng np
. . . 2 2 .. .
wobei x; und x, die Mittelwerte der untersuchten Gruppen, s i und s > die Varianzen und

n, sowie n, die Stichprobengrofien sind.

Der p-Wert ergibt sich fiir alle Tests (H1, H2 und H3) aus der t-Verteilung. Alle Tests
werden in Excel durchgefiihrt und die Analysen basieren auf einem 5% Signifikanzni-

veau.



4 Ergebnisse

Im folgenden Abschnitt werden die Ergebnisse der Fallstudien untersucht und die Hypo-
thesen getestet.

4.1 Selbsteinschitzung durch KI

Wie bereits im Literaturiiberblick erwéhnt, zeigt die aktuelle Forschung, dass der Einsatz
von KI im Controlling trotz groBBer Fortschritte noch wesentlichen Einschrankungen un-
terliegt. Losbichler und Lehner (2021) betonen beispielsweise, dass KI-Systeme beson-
ders in komplexen und unsicheren Umfeldern an ihre Grenzen stolen. Des Weiteren las-
sen sich Entscheidungsprozesse nicht vollstdndig abbilden, da nicht alle relevanten Ein-

flussfaktoren sichtbar oder kontrollierbar sind.

Abbildung 1: Selbsteinschdtzung durch KI
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Diese Abbildung zeigt Schritt 1 mit den 5 Bewertungskriterien Korrektheit, Vollstindigkeit, Plausibilitét,
Anwendbarkeit und Verstiandlichkeit. Dabei steht 0 fiir eine sehr schlechte Losung der Aufgabe durch die
KI und 10 fiir eine perfekte Losung. Die Werte geben den Mittelwert der jeweils 10 Wiederholungen an.
Der Wert 9,21 bei Korrektheit bedeutet beispielsweise, dass die KI ihre eigene Losung auf einer Skala von
0 bis 10 sehr gut einschétzt.
Quelle: eigene Darstellung

Abbildung 1 zeigt, dass im Gegensatz zu den bisherigen Ergebnissen der Forschung, die
Tests zunichst ein sehr positives Bild mit Mittelwerten um die 9 ergeben. In Bezug auf

Hypothese 1 zeigt sich, dass die Werte oberhalb von 9 liegen und die Selbsteinschitzung
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der KI sehr gut ist. Fiir H1 ergibt der t-Test einen Mittelwert von 9,15 in Schritt 1 (t =
2,32; p = 0,99), was die Nullhypothese nicht ablehnt — die Selbsteinschétzung ist nicht
signifikant unter 9, sondern tendenziell hoch. Die KI kann die gestellten Controlling-Auf-
gaben in Selbsteinschitzung korrekt, nachvollziehbar und strukturiert 16sen. Die Ergeb-
nisse aus Schritt 1 bestdtigen zudem die Ergebnisse von Markl et al. (2026).

Allerdings beruhen diese Ergebnisse ausschlieflich auf der Selbsteinschédtzung der KI.
Da sie ihre eigene Losung bewertet, ohne zu wissen, ob diese tatsdchlich korrekt ist, sind
die guten Bewertungen eher als subjektive Einschitzung der KI zu sehen und miissen

entsprechend kritisch hinterfragt werden.

Im darauffolgenden Schritt werden die gleichen Aufgaben und Losungen von einer neut-
ralen KI bewertet. Hier zeigen sich bereits deutlich niedrigere Bewertungen zum Beispiel
bei der Plausibilitit der Losung, die von einem Durchschnitt von 8,81 auf einen Wert von
6,38 sinkt, was darauf hindeutet, dass die urspriingliche Selbsteinschitzung der ersten KI
zu optimistisch ausfillt. In Schritt 3, nachdem ChatGPT zusétzlich die Musterldsung zur
Verfiigung gestellt wird, verschlechtern sich die Bewertungen teilweise erheblich (z.B.
Korrektheit von 9,21 auf 4,11). Das bestitigt, dass die urspriinglichen Losungen der ers-
ten KI in mehreren Bereichen offensichtlich nicht korrekt sind, obwohl die Selbstein-
schitzung zunichst sehr gut ausfillt. Die Ergebnisse von den Schritten 2 und 3 werden in
Tabelle 1 dargestellt

Tabelle 1: Auswertung der Tests nach Schritten

Schritt Korrekt-  Vollstindig- Plausibili- Anwend- Verstind-
et heit keit tiit barkeit lichkeit
Selbsttest 9,21 9,28 8,81 8,88 9,56
Test durch neu-
trale K1 6,10 6,31 6,38 6,66 8,19
Backtesting mit ;) 5,12 5.11 4,96 6.48

Musterlosung

Diese Tabelle zeigt die Entwicklung der Bewertungsergebnisse der 3 Schritte mit den 5 Bewertungskrite-
rien Korrektheit, Vollstdndigkeit, Plausibilitdt, Anwendbarkeit und Verstandlichkeit. Dabei steht 0 fiir eine
sehr schlechte Losung der Aufgabe durch die KI und 10 fiir eine perfekte Losung. Die Werte geben den
Mittelwert der jeweils 10 Wiederholungen an.

Quelle: eigene Darstellung



Im Folgenden wird Hypothese 2 untersucht, die annimmt, dass die Losungen der KI durch
eine dritte KI (Schritt 2) und im Backtesting mit Musterlosung (Schritt 3) nicht bestitigt
werden, was zu signifikant niedrigeren Bewertungen flihrt. Die paarweisen einseitigen
Zweistichproben-t-Tests bestdtigen dies: Fiir den Vergleich von Schritt 1 vs. Schritt 2
ergibt sich ein p-value von 3,16 * 1072°, was die Nullhypothese (u_Schrittl <
i_Schritt2) ablehnt. Ein dhnliches Ergebnis zeigt sich fiir das Backtesting im Schritt 1 vs.
Schritt 3 mit einem p-value von 4,66 * 10~58. Diese Ergebnisse deuten auf eine signifi-
kante Abnahme der Bewertungen hin, was eine mangelnde Bestéitigung der initialen Lo-
sungen impliziert. Dieses Ergebnis bestitigt die Argumentation von Losbichler und Leh-
ner (2021). Die Ergebnisse legen nahe, dass die KI in den getesteten Szenarien nicht in
der Lage ist, die komplexen Controlling-Zusammenhange vollstindig und fehlerfrei zu

erfassen.

4.2 Vergleich der Ergebnisse zwischen deutschen und englischen

Cases

Tabelle 2: Auswertung Sprachvergleich

Sprache  Schritt Korrekt- Vollstin- Plausibi- Anwend- Verstdnd-

heit digkeit litat barkeit lichkeit
Selbsttest 9,12 9,27 8,85 8,92 9,55
Test durch
DE e 6,70 6,85 6,65 7,13 8,28
Backtesting mit - o 5,75 5,72 5,73 6,73
Musterlosung
Selbsttest 9,30 9,30 8,77 8,85 9,57
ENG Test durch 5,50 5,77 6,12 6,18 8,10
neutrale KI
Backtesting mit 5 , 5 4.48 4.50 418 6.22
Musterlosung

Diese Tabelle zeigt die Entwicklung der Bewertungsergebnisse der 3 Schritte mit den 5 Bewertungskrite-
rien Korrektheit, Vollstandigkeit, Plausibilitidt, Anwendbarkeit und Verstandlichkeit aufgeteilt nach Spra-
che des Cases. Dabei steht O fiir eine sehr schlechte Losung der Aufgabe durch die KI und 10 fiir eine
perfekte Losung. Die Werte geben den Mittelwert der jeweils 10 Wiederholungen an.

Quelle: eigene Darstellung

Im Folgenden wird Hypothese 3 untersucht, die annimmt, dass KIs Controlling-Aufgaben
in englischer Sprache besser 16sen als in deutscher. Die Auswertung (siche Tabelle 2)
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zeigt jedoch auf den ersten Blick kein eindeutiges Ergebnis. In einigen Féllen schneiden
die Losungen der deutschen Aufgaben besser ab, in anderen wiederum die englischen. Im

Gesamtbild schneiden die deutschen Losungen etwas besser ab.

Der einseitige Zweistichproben-t-Test zur Priifung von H3 ergibt, dass die Hypothese
nicht bestitigt werden kann. Da der Mittelwert flir Englisch sogar niedriger ist, wird die
Nullhypothese (u_Englisch < p Deutsch) nicht abgelehnt. Es gibt einen signifikanten
Unterschied, aber in der entgegengesetzten Richtung. Eine mogliche Erkldrung fiir diese
uneinheitlichen Ergebnisse ist, dass die Fallstudien aus einem deutschsprachigen Lehr-
buch stammen und von den Autoren ins Englische iibersetzt wurden. Dabei gehen mog-
licherweise inhaltliche Details verloren, was die Verstidndlichkeit und Genauigkeit der
Aufgaben in der englischen Version beeinflusst. Dartiber hinaus hiangt die Féhigkeit von
KI-Modellen, Aufgaben in verschiedenen Sprachen korrekt zu 16sen, stark von ihrem
Training ab. Wie Huang et al. (2025) beschreiben, werden Large Language Models an-
hand riesiger Textmengen trainiert, um Sprachmuster zu erkennen und auf dieser Basis
Vorhersagen fiir den nichsten passenden Ausdruck oder Satz zu treffen. Beim Training
lernen die Modelle statistische Zusammenhinge und Bedeutungen zwischen Wortern und
Sdtzen, ohne jedoch Sprache im menschlichen Sinne zu verstehen. Sie konnen dadurch
zwar Texte in verschiedenen Sprachen verarbeiten und generieren, sind jedoch auf die
Qualitit und Vielfalt der Trainingsdaten angewiesen. Wenn ein Modell beispielsweise
iiberwiegend mit englischen Texten trainiert wurde, ist seine Leistung in Englisch in der

Regel hoher als in anderen Sprachen.

Somit bleibt offen, ob ein klarer sprachlicher Vorteil besteht, oder ob die Unterschiede

cher auf die Aufgabenformulierung und Ubersetzungsqualitit zuriickzufiihren sind.
4.3 Vergleich von Gemini und CoPilot

Zuletzt werden die beiden KI-Modelle Google Gemini und Microsoft Copilot miteinan-
der verglichen. Die Auswertung zeigt, dass Copilot insgesamt etwas bessere Ergebnisse
erzielt, insbesondere in den beiden zentralen Kategorien Korrektheit und Anwendbarkeit,

die fiir den praktischen Einsatz besonders hohe Bedeutung haben.

Wie auch in der Literatur beschrieben wird, ist Copilot stiarker auf strukturierte, praxis-
nahe Anwendungen ausgerichtet, wihrend Gemini durch seine breitere, generalistische
Ausrichtung zwar vielseitiger einsetzbar ist, bei komplexen analytischen Problemstellun-
gen jedoch schneller an Grenzen stoft (de Carvalho Souza & Weigang, 2025; Salman et
al., 2025). Die Ergebnisse dieser Untersuchung bestitigen diese Einschitzung. Wie Ta-

belle 3 zeigt, erzielt Copilot in den Aufgaben insgesamt hohere Werte, insbesondere in
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den Kategorien Korrektheit und Anwendbarkeit. Die Hypothese 2 wird zudem bei beiden
LLMs erneut bestitigt. Besonders in der Kategorie Anwendbarkeit zeigt sich die prakti-
sche Relevanz dieser Unterschiede: Wahrend Copilot hier einen Wert von 7,28 erreicht,
liegt Gemini mit 6,03 deutlich darunter — ein Unterschied, der fiir den produktiven Einsatz
im Controlling von erheblicher Bedeutung ist. Dies deutet darauf hin, dass Copilot nicht
nur theoretisch korrekte Losungen liefert, sondern diese auch in einer Form présentiert,
die unmittelbar in den Arbeitsalltag von Controllern integrierbar ist.

Tabelle 3: Auswertung LLM-Vergleich

LLM Schritt Korrekt- Vollstin- Plausibi- Anwend- Verstand-

Model > heit  digkeit litat barkeit lichkeit
Selbsttest 9.17 9,13 8,73 8,95 9,23

CoPi- | Test durch neu-

ot wale KI 6,77 6,83 6,95 7,28 8,38
Backtesting mit -, 5.33 5.52 5.23 6,48
Musterlosung
Selbsttest 9,25 9,43 8,88 8.82 9,88

Ge- Test durch neu-

s el K1 5.43 5,78 5.82 6,03 8,00
Backtesting mit ;¢ 4.90 4.70 4.68 6,47
Musterlosung

Tabelle 3 zeigt den direkten Vergleich der beiden verwendeten KI-Modelle, Microsoft Copilot und Google
Gemini. Sie stellt deren Leistungsfahigkeit in den drei Untersuchungsschritten gegeniiber und verdeutlicht,
in welchen Bereichen die Modelle besonders stark oder schwach abgeschnitten haben.

Quelle: eigene Darstellung

5. Schluss

In dieser Arbeit wird untersucht, inwieweit Large Language Models (LLMs) komplexe
Controlling-Aufgaben eigenstindig 16sen konnen, mit einem zusitzlichen Fokus auf die
sprachliche Leistungsfihigkeit in Deutsch und Englisch. Dazu wurden drei umfangreiche
praxisnahe Aufgaben einer komplexen Fallstudie bearbeitet, die typische Unternehmens-
szenarien abbilden. Im Rahmen der Untersuchung wurden eine Kapitalflussrechnung,
eine Selbstkostenberechnung sowie eine Analyse zur Eigen- oder Fremdfertigung ver-
wendet. Die Aufgaben wurden von den LLMs in beiden Sprachversionen geldst, um die

sprachabhingige Qualitidt und Konsistenz der Ergebnisse zu vergleichen.
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Die Ergebnisse zeigen, dass LLMs bereits logisch strukturierte Losungen erzeugen kon-
nen. Allerdings tiberschétzen sich die Modelle in der Selbsteinschitzung deutlich. Diese
Abweichungen werden statistisch bestétigt durch t-Tests auf einem Signifikanzniveau
von 5 %. Die Selbsteinschitzungen liegen signifikant iiber den Bewertungen der neutra-
len KI ChatGPT sowie dem Backtesting mit Musterlosungen. Gleichzeitig kann die Hy-
pothese, dass LLMs Controlling-Fille in englischer Sprache besser 10sen als in deutscher,
nicht bestitigt werden. Tendenziell zeigen sich sogar bessere Ergebnisse fiir die deutsch-
sprachigen Aufgaben, was iiberraschend ist, da die Erwartungshaltung ein besseres Trai-
ning der KI-Modelle in Englisch erwartet hat. Im direkten Vergleich erweist sich Copilot
als das zuverldssigere Modell mit hoheren Werten bei Korrektheit und Anwendbarkeit,

wiahrend Gemini hédufiger inhaltliche Liicken aufweist.

Zukiinftige Studien konnten vor allem als weiteren Schritt eine menschliche Priifung der
Ergebnisse ergéinzen, um Einschrinkungen von kiinstlichen Intelligenzen wie Halluzina-
tionen (KI-Systeme, insbesondere LLMs, generieren selbstbewusst faktisch falsche oder
erfundene Informationen, die plausibel klingen, aber keine Grundlage in der Realitét ha-
ben), begrenzte Reasoning-Fihigkeiten oder Uberschiitzung der eigenen Fihigkeiten bes-

ser auszuschlief3en.

Fiir die Praxis bedeutet dies, dass KI-Systeme aktuell vor allem als Unterstiitzungstools
sinnvoll eingesetzt werden konnen, beispielsweise zur Automatisierung von Standardbe-
rechnungen oder zur Aufbereitung von Daten. Bei komplexen, strategischen Entschei-
dungen ist jedoch weiterhin die fachliche Kontrolle durch menschliche Expertise notig.
Ein hybrider Ansatz, bei dem KI-Vorschldge liefert und der Mensch die finale Entschei-
dung trifft, erscheint aktuell am sinnvollsten (Kureljusic & Karger, 2024).

AbschlieBend lésst sich festhalten, dass KI im Controlling ein hohes Zukunftspotenzial
besitzt. Derzeit kann sie die Arbeit von Controllern unterstiitzen und beschleunigen, sie
jedoch noch nicht ersetzen. Unternehmen sollten daher schrittweise vorgehen, klare Ein-
satzbereiche definieren und gleichzeitig die notwendigen Kontrollmechanismen imple-
mentieren, um die Potenziale der Technologie optimal zu nutzen und mdégliche Risiken
zu begrenzen. Die empirischen Ergebnisse dieser Arbeit verdeutlichen zudem, dass die
KI-generierten Ergebnisse stets kritisch gepriift werden miissen, bevor sie in Entschei-
dungsprozesse einflieen.
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